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Résumé Dans la fouille des flux des données d’usage du Web, la dimension tem-
porelle joue un rôle très important car les comportements des internautes peuvent
changer au cours du temps. Dans cet article, nous présentons l’application d’une
approche de classification automatique basée sur des fenêtres sautantes pour la
détection et le suivi de changements sur un jeu de données en marketing. Cette
approche combine les cartes auto organisatrices de Kohonen et la méthode de Ward
pour la découverte automatique du nombre de clusters de comportement ainsi que
deux indices de validation basés sur l’extension pour la détection des changements
au cours du temps.
Keywords : Classification automatique, données évolutives, fouille d’usage
du Web (Web Usage Mining, WUM).

1 Introduction

La fouille de données d’usage du Web (Web Usage Mining, en anglais) désigne l’en-
semble des techniques basées sur la fouille de données pour analyser le comportement
des utilisateurs d’un site Web [1, 8]. Dans la conférence SLDS 2009 1, un jeu de données
concernant le suivi des achats d’un panel de consommateurs a été diffusé dans le cadre
d’un concours ouvert aux jeunes chercheurs. L’objectif de cet article est de décrire l’ana-
lyse des résultats obtenus à partir de l’application de notre approche de détection et de
suivi des changements [2, 3] sur ce jeu de données.

2 Description du jeu de données

Le jeu de données en question concerne le suivi des achats de 10 068 clients pen-
dant 14 mois (du 09 juillet 2007 jusqu’au 08 septembre 2008) sur 2 marchés de biens de
consommation. Chaque marché commercialise 3 marques de produits. Les données ont été
fournies dans un fichier de 3 745 296 lignes contenant les champs décrits dans le tableau 2.
Dans ce fichier, tous les combinaisons date x marché x marque ont été présentés, même en
cas d’absence d’achat. Pour l’application de notre méthode, nous avons défini un tableau
croisé client x marque ordonné selon la date et l’identification client (cf. tableau 3). Ce
tableau contient un total de 262 215 lignes.

1Symposium Apprentissage et Science des Données 2009, www.ceremade.dauphine.fr/SLDS2009
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Tab. 1 – Champs descriptifs des données
ident identification client
date premier jour de la semaine de l’achat

marché marché concerné par les achats (marche 1, marche 2)
marque marque concernée par les achats (A, B, C, D, E, F)
valeur valeur des achats

Tab. 2 – Extrait des premières lignes du tableau croisé
ident A B C D E F date

2 0 0 0 0 1.65 0 09/07/2007
6 0 0 0 0 1.76 0 09/07/2007
8 7.7 0 0 0 0 0 09/07/2007
10 3.52 0 0.88 0 0 0 09/07/2007
11 1.87 0 0 0 0 0 09/07/2007
12 0 0 0 1.65 0 0 09/07/2007
...

...
...

...
...

...
...

...

3 Approche de classification automatique pour la

détection et le suivi de changements sur des données

évolutives

Notre approche de classification automatique pour la détection et le suivi de change-
ments sur des données évolutives consiste dans un premier temps à partitionner le flux de
données d’entrée en fenêtres sautantes de taille fixe. Soit W1 la première fenêtre du flux de
données, l’idée est d’appliquer une méthode quelconque de classification non supervisée
sur les données de W1. Soit G = (g1, . . . , gc, . . . , gk) l’ensemble de prototypes des clusters
découverts par cette classification. Ensuite, on repère la fenêtre suivante dans le temps,
nommée W2. Cette fenêtre ne se chevauche pas avec la première. Le pas suivant consiste
à affecter les données de W2 aux prototypes de G, ce qui nous fournit une première par-
tition P1. Par la suite, on applique la même méthode de classification non supervisée sur
les données de W2, ce qui définit une nouvelle partition P2. La détection des changements
entre les deux fenêtres sera mesurée par la comparaison des deux partitions P1 et P2 à
l’aide de deux critères d’évaluation.

L’idée principale derrière cette approche consite à ce que la partition P1 reflète la
segmentation des individus de la fenêtre courante selon la structure classificatoire obtenue
à partir des données de la fenêtre précédente. La partition P1 contiendra l’information
d’organisation selon un passé récent. De l’autre côté, la partition P2 n’est pas influencée
par la classification précédente et reflète ainsi la segmentation actuelle des individus,
classés indépendamment du passé.

Sur un jeu de données stable, les deux partitions P1 et P2 seront très similaires, si ceci
n’est pas le cas, alors une rupture entre les deux fenêtres est vérifiée. Dans ce dernier cas,
une analyse plus approfondie entre les clusters de ces deux partitions s’avère nécessaire
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Fig. 1 – Statistiques de base sur les données analysées.

Fig. 2 – Nombre de clusters de comportement par fênetre de temps (semaine).

afin de détecter la nature des changements vérifiés.
Pour cette comparaison, nous appliquons deux indices de validation basés sur l’exten-

sion de la classification : la F-mesure [7] et l’indice corrigé de Rand [5]. Le premier indice
assume des valeurs contenues dans l’intervalle [0, +1] et le deuxième indice assume des va-
leurs dans l’intervalle [−1, +1]. Dans les deux cas, les valeurs proches de 1 correspondent
à des partitions très semblables, alors que les valeurs proches de 0 correspondent à des
partitions dissimilaires.

Pour la méthode de classification, nous utilisons les cartes auto organisatrices de Ko-
honen [6] initialisées à partir d’une ACP (Analyse en Composantes Principales) sur des
données d’entrée [4]. La couche de compétition est initialisée avec une centaine de neu-
rones disposés sur une grille rectangulaire. Après la convergence, une CAH (Classification
Ascendante Hiérarchique) utilisant le critère de Ward est appliquée sur les prototypes
correspondant aux neurones de la grille. La coupure du dendrogramme résultant est ef-
fectuée selon le critère du gain d’inertie intra-classe. Les neurones dans un même groupe
sont donc fusionnés. De cette manière, le nombre de clusters présents dans les données
est automatiquement découvert.

Il est important de remarquer que notre approche est totalement indépendante de la
méthode de classification non supervisée appliquée, la seule restriction est que celle-ci doit
fournir un prototype pour chaque cluster découvert.

4 Analyse des résultats

Dans notre approche, nous avons utilisé une fenêtre de temps de taille égale à une
semaine. C’est-à-dire, la méthode de classification non supervisée est appliquée sur l’en-
semble d’individus ayant réalisé des achats dans une même semaine, ceci afin de segmen-
ter les clients en fonction de leurs habitudes d’achat dans le temps. La figure 1 présente
quelques statistiques de base, comme le nombre de visites de clients et le total d’achat par
marché et par semaine. Comme nous pouvons remarquer, le nombre de visites est assez
stable pendant toute la période analysée. Ce nombre avoisine 5 mille visites par semaine.
De plus, la valeur totale d’achats sur le marché 2 est presque toujours supérieure à celle
du marché 1 pour une même période de ventes.

Le nombre total de clusters de préférences d’achat découverts par notre méthode varie
entre 2 et 8 (cf. figure 2). L’axe des abscisses du graphique dans la figure 2 répresente la
date de début de la semaine analysée. Le nombre de clusters le plus stable étant 7 pour la
majorité des semaines. Un cluster représente un ensemble de clients ayant des préférences
d’achat similaires pour une même semaine. Remarquons que pendant les trois premières
semaines du mois de novembre 2007, le nombre total de clusters de préférences d’achat a
été stabilisé et égal à 2. Ceci peut être une réponse à une stratégie de vente mise en ligne
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Fig. 3 – Valeurs obtenus par la F-mesure pour chaque semaine analysée.

Fig. 4 – Valeurs obtenus par l’indice de Rand corrigé pour chaque semaine analysée.

pendant cette période de temps.
Les valeurs obtenues par les deux indices de comparaison de partition cités dans la

section 3 sont montrés dans les figures 3 et 4. La F-mesure effectue une analyse cluster par
cluster en cherchant la meilleure représentation d’un cluster dans la première partition par
un cluster correspondant dans la deuxième partition. La F-mesure obtient donc autant
de valeurs qu’il y a de clusters dans la première partition. On trace une boxplot à partir
de ces valeurs pour chaque semaine analysée. Les périodes les plus stables sont celles qui
présentent les valeurs les plus élevées de la F-mesure. Sur le jeu de données analysé, ces
périodes correspondent aux semaines débutées le 20 août 2007, le 17 septembre 2007, le
10 décembre 2007, le 25 février 2008 et le 02 juin 2008 (cf. figure 3). Ces mêmes périodes
ont été également repérées par l’indice de Rand corrigé (cf. figure 4). Cet deuxième index
fournit une mesure globale basée sur tout l’ensemble de clusters dans les deux partitions.
Ceci montre l’accord entre ces deux indices et leur aptitude à résoudre ce type de problème.
Pour les autres semaines analysées, ce jeu de données reste assez instable. Les clusters de
comportement subissant un nombre important de changement au cours du temps.

Afin de réaliser un suivi des changements subis par les clusters, notre méthode implémente
des fonctionnalités additionnelles capables de repérer les transformations subies par un
cluster de comportement au cours du temps. Ces transformations peuvent être de différentes
natures, à savoir :

– Disparation d’un cluster de comportement : repérée quand un cluster de
comportement existant dans une fenêtre de temps précédente n’est plus présent
dans la fenêtre de temps suivante.

– Apparition d’un cluster de comportement : repérée quand un cluster de com-
portement inexistant dans une fenêtre de temps précédente est aperçu dans la fenêtre
de temps suivante.

– Scission d’un cluster de comportement : repérée quand un certain nombre
de clients appartenant à un cluster de comportement dans une fenêtre de temps
migre vers d’autres clusters dans la fenêtre de temps suivante. Ceci peut indiquer
un changement de préférence pour une nouvelle marque de produit.

– Fusion de deux ou plusieurs clusters de comportement : repérée quand les
clients appartenant à différents clusters de comportement dans une fenêtre de temps
migrent vers un même cluster de comportement dans la fenêtre de temps suivante.
Ceci indique quand deux clients ayant des habitudes d’achat distinctes passent à
partager les mêmes préférences d’achat. Un exemple typique concerne le phénomène
vérifié lors de la mise en place des promotions sur produits qui attirent différents
clients autres que le public cible.

– Pas de changement : dans ce dernier cas, le cluster de comportement est considéré
comme survivant dans la fenêtre de temps suivante. Il peut cependant subir des
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Fig. 5 – Nombre de changements detectés sur les clusters de comportement au cours du
temps.

changements liés au nombre d’effectifs (rétrécissement ou grossissement). Ces chan-
gements peuvent indiquer le changement de popularité de certaines marques de
produit.

Les changements vérifiés sur les données analysées sont décrits dans la figure 5. Pen-
dant nos expérimentations, nous n’avons remarqué aucune scission de clusters de compor-
tement.

Toujours en cohérence avec les résultats obtenus par la F-mesure et par l’indice de
Rand corrigé, notre méthode a détecté le plus grand nombre de clusters survivants (cf.
graphique Total of survivals de la figure 5) pendant les mêmes semaines de stabilité
trouvées par les deux indices de comparaison de partition. Pendant ces semaines, la quasi
totalité des clusters de préférences d’achat a survécu.

En analysant le graphique Total of appearances nous remarquons, pour la majorité des
semaines analysées, un grand nombre de nouveaux clusters (autour de 6). Le nombre total
de clusters par fenêtre étant assez stable et égal à 7 (cf. figure 2), on pourrait s’attendre à
un grand nombre de disparition de clusters. Cependant, en analysant le graphique Total of
disappearances de la figure 5, nous constatons un faible nombre de disparation de clusters
au cours du temps. L’explication de ceci est liée au fait qu’une grande partie des clusters
se fondent les uns avec les autres (cf. le graphique Total of absorptions de la figure 5) au
cours du temps.

Afin de mieux connâıtre les profils d’achat de ces clients, nous avons tracé sur la figure
6 la distribution des pourcentages d’achat par marque pour les 7 clusters détectés par
la méthode pendant les périodes les plus stables, ces clusters représentent les préférences
d’achat les plus typiques. Ces profils d’achat peuvent être décrits comme suit :

– Cluster 1 : clients ayant une préférence d’achat pour la marque B en premier plan et la marque A en deuxième
plan.

– Cluster 2 : profil mixte de clients ayant des fortes préférences pour les marques A et D.
– Cluster 3 : clients ayant une préférence d’achat majoritaire pour la marque A.
– Cluster 4 : clients ayant une préférence d’achat pour la marque F en premier plan et les marques A et D en

deuxième plan.
– Cluster 5 : clients ayant une préférence d’achat pour la marque C en premier plan et les marques E et A en

deuxième plan.
– Cluster 6 : clients ayant une préférence d’achat majoritaire pour la marque D.
– Cluster 7 : clients ayant une préférence d’achat pour la marque E en premier plan et les marques A et D en

deuxième plan.

La marque A a une forte préférence parmi tous les profils d’achat. Les autres marques
sont présentes dans des profils ponctuels. En consultant les résultats obtenus, il est possible
d’extraire la liste de clients appartenant à un cluster spécifique.

Pour suivre le comportement d’achat d’un client spécifique, il suffit de vérifier si le
client en question change de cluster au cours du temps. Si le client reste toujours dans un
même cluster au cours du temps, celui si peut être considéré fidèle aux marques concernées
par ce cluster. D’un autre côté, si le client change considérablement de cluster au cours
du temps, celui si peut être classé tel un zappeur entre les marques de produit.
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Fig. 6 – Clusters de préférences d’achat les plus typiques.

5 Conclusion

Dans cet article nous avons décrit les résultats obtenus par de notre méthode de clas-
sification non supervisée pour la détection et le suivi des clusters de comportement dans
le temps appliquée sur un jeu de données en marketing. Nous avons pu suivre l’évolution
de clusters de préférences d’achat des clients sur 6 marques de produits de deux marchés
différents au long de 14 mois.

Notre méthode a permis la traçabilité des changements subis par les clusters de
préférences d’achat des clients ainsi que l’identification de la nature de ces changements
au cours du temps (apparition/disparition des groupes de comportement, migration d’in-
dividus de et vers un autre groupe de comportements). L’un des enjeux majeurs dans
ce genre d’analyse est la nécessité de jongler avec plusieurs changements qui peuvent se
passer en simultané sur différents groupes de comportement.

Tous les résultats obtenus par l’application de notre méthode sur le jeu de données en
question ont été enregistrés dans une base de données MySQL et peuvent de ce fait faire
l’objet a posteriori d’un rapport technique. Il est ainsi possible de fournir à des questions
spécifiques des réponses plus détaillées. Par exemple, la segmentation des clients pour
une semaine spécifique peut être facilement repérée par une simple requête à la base
de données. Il est également possible de mesurer la popularité de certaines marques de
produit en fonction du suivi des effectifs d’un même groupe de comportement au cours
du temps.
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[3] Da Silva A., Lechevallier Y., De Carvalho F. : Simulation et détection de l’évolution
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